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【摘要】生物医学领域经常涉及多种数据类型，如图像、时间序列、各种组学分子数据等，通常存在样本稀缺和异质性

的问题。如何充分利用有限的数据，同时解决数据的异质性问题，是生物医学领域面临的重要问题。迁移学习在生物医学领

域的应用正在迅速推进。该方法可以缩小源域和目标域的差异，通过学习源域中已有的知识并提取两域的共享因子，将预测

任务从源域迁移至目标域中。根据源域、目标域和两域任务的不同，迁移学习具有 3 种不同的应用场景。该文对迁移学习在

生物医学领域的应用进行了分析，并结合 3 种场景下的不同应用实例进行对比，以探索迁移学习在该领域的现状和发展前景。 
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【Abstract】There is a range of data types in biomedicines, including images, time series, various omics molecular data, etc. 

However, the data in this field typically experience problems with sample scarcity and heterogeneity. Addressing the heterogeneity of 
the data while making the optimal use of limited data is crucial for the biomedical field. The application of transfer learning in the 
biomedical is developing rapidly. This approach has the potential to address the dissimilarities between the source and target domains. 
It accomplishes this by acquiring the existing knowledge from the source domain and identifying the shared factors between the two 
domains. Depending on the source and target domains and their respective tasks, transfer learning can be used for three different 
application scenarios. In this review, we discuss the definition of transfer learning. Furthermore, we present several different 
application examples, which depict the insights of transfer learning applied in biomedicine related to varying scenarios. 

【Key words】Transfer Learning; Unsupervised Transfer Learning; Supervised Transfer Learning; Biomedicine 
 

                                                           
收稿日期：2023-09-21。 
基金项目：国家自然科学基金项目（82130112）。 
作者简介：马偲臆（2000—），女，四川省成都市人，硕士研究生，从事临床医学数据分析研究。 
通信作者：林昊，男，教授，博士研究生导师，主要从事生物信息学研究，邮箱（E-mail）：hlin@uestc.edu.cn。 

鄢丹，男，教授，主任药师，博士研究生导师，主要从事中西医结合临床药学研究，邮箱（E-mail）：yd277@126.com。 



《生物医学工程学进展》2023 年第 44 卷第 4 期   生物信息学及计算生物学 

 

·348· 

0  引言 

在生物医学和精准医学中，基于高通量测序技术

和不同组学技术可以获得大量分子数据，如基因组学、

蛋白质组学、转录组学、表观基因组学和代谢组学，

这些多组学数据的可及性促进了对疾病诊断、治疗和

预后的研究[1-4]，推动了机器学习模型在该领域的发

展。然而，在生物医学的临床研究及生物医学领域人

工智能模型的开发上始终存在两个挑战。第一个挑战

是分子数据和临床人体检测数据的差异性。分子数据

常常来源于临床前的细胞培养或模式生物等，而鉴于

物种差异和分子实体之间的复杂关系，它们的结果通

常不能直接用于人体临床研究。第二个挑战是数据的

稀疏性及分布不均衡性。考虑到疾病的多样性和特异

性[5]、伦理[6]及组织可用[7]等限制，患者检测数据难以

全面获得，进而导致患病人群与未患病人群的样本量

之间存在极大的偏倚，而数量足够且全面的训练数据

是保证机器学习模型精确性和鲁棒性的基础。 
为了应对这些挑战，研究者提出了迁移学习的概

念，这是一种解决问题的思想策略，而不是一种具象

化的算法[8]。在生物医学领域，我们可以通过研究临

床前的模式生物、跨组织或跨物种的数据，将从中学

到的相关知识和见解迁移到临床人体样本中，其中的

迁移方向不局限于从体外到体内，还可以是物种到物

种、组学到组学、组织到组织的迁移[9,10]。除此之外，

为解决数据稀疏性或数据不平衡等问题，研究者使用

大型公共数据集训练模型，通过特征提取或模型微调

等方法将大型公共数据集训练模型学习到的知识迁移

到小型数据集中以构建模型[11]。因此，迁移学习在生

物医学领域具有很高的应用价值。 
迁移学习的对象是什么、如何进行迁移学习、何

时进行迁移学习，是研究者使用迁移学习之前需要思

考的 3 个关键问题[8]。生物医学中的大多数分子过程

具有多样性和异质性，它们会因细胞环境、细胞类型、

发育阶段、分子实体和物种而异，它们对表型的因果

影响很少是保守的[12-14]。在医疗领域，疾病在受试者

之间存在变异性。因此，在进行迁移学习之前，特别

需要考虑源域和目标域的差异与复杂关系[15]，否则可

能出现负迁移。负迁移，即迁移学习对问题的解决没

有帮助，反而产生负面影响。源域和目标域的高度不

相似性已被证明是出现负迁移的主要原因[16]。 

本文对近年来迁移学习在生物医学领域的应用实

例进行了总结概述，对它们的应用场景、输入、输出

及处理方法进行了比较，最后具体介绍了 4 个应用实

例，并展示了 3 种应用场景下这 4 个应用实例的迁移

学习方法。 
1  迁移学习概述 

1.1  迁移学习的定义 
2010 年，Pan 等[8]详细阐述了迁移学习的概念，

其定义的相关术语被广泛引用和参考。下面介绍几个

关键名词的定义：域（Domain，D）是由特征空间 X
和边际概率分布 P（X）定义的，其中 X∈X。任务 T
由目标空间 Y 和目标预测函数 fT (·)组成。fT (·)是未知

的，可以从数据样本{xi, yi }中学习，其中，xi∈X，yi∈Y。

给定一个源域 DS 和源域学习任务 TS、目标域 DT 和目

标域学习任务 TT，迁移学习{DS, TS}→{DT, TT}旨在利

用 DS 中关于 TS 的知识来改进 DT 中目标预测函数 fT (·)
的学习[8]。 

迁移学习可以总体概括为将源域（Source Domain）

学习到的知识迁移到目标域（Target Domain）中，目

标域的问题往往没有或很少有相关的解决方法，源

域则可以提供更多的解决方法。随着人工智能的发展，

迁移学习逐渐被应用于多个领域，如计算机视觉[17,18]、

自然语言处理[19,20]、语音识别、医疗图像分析[21-23]和

疾病预测[24-28]等[29]。  
1.2  迁移学习的 3 个关键问题 

在引言中我们提到，迁移学习有 3 个关键问题：

迁移学习的对象是什么？如何进行迁移学习？何时进

行迁移学习？对于第一个问题，我们需要整理好关键

信息。例如，源域和目标域及它们的学习任务分别是

什么？哪部分知识可以跨领域或跨任务传递？是否有

某些知识特用于某些领域且在不同领域之间不能通

用？在了解了迁移学习的对象之后，将回答第二个问

题。这部分讨论将源域迁移到目标域所使用的方法，

通常可以概括为目标域中的预测器由来自源域的训练

样本构建，源域则通过提取共享因子来实现向目标域

的迁移，其中共享因子可以概括为 4 种，分别是加权

实 例 （ Weighted Instances ） 、 特 征 表 示 （ Feature 
Representations）、模型参数（Model Parameters）和

逻辑关系（Logical Relationships）。第三个问题和第

一个问题类似，在明确源域和目标域的情况下，这个
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问题更倾向于确定源域和目标域的关系，以避免负迁

移的发生[30]。 
2  不同迁移学习场景的应用实例 

根据源域、目标域及它们各自任务的不同，迁移

学习的应用场景可以划分为 3 类：第一类是传导型迁

移学习（Transductive Transfer Learning），源域和目

标域不同，执行的预测或分类任务相同或相似；第二

类是归纳型迁移学习（Inductive Transfer Learning）， 

源域和目标域相同，执行不同但相关的任务；第三类

是无监督迁移学习（Unsupervised Transfer Learning），

源域与目标域不同但相关，两者的任务也不同但相关，

该类数据通常无标签，因此称为无监督迁移学习。我

们结合 15 个实例，从迁移学习的应用场景、输入、输

出及处理方法进行对比总结，如表 1 所示，并对 3 种

应用场景下 4 个应用实例的迁移学习方法做了具体分

析，如图 1 所示。 

表 1  迁移学习应用实例 
Tab.1  Transfer learning tools and techniques 

研究名称 
（缩写） 

发表 

年份 
源域 目标域 输入预测任务 目标预测任务 

迁移学习

类别 
方法 

DeepProfile[31] 2018 年 
AML1 患 者

样 本 的 基 因

表达数据 

AML 患者的体外

药物反应 
提取低维特征表

示 
预测患者的药物

反应/癌症表型 
无监督学

习 

使用 VAE 网络提取特征表示，对

新样本编码 LDR，并作为输入进行

表型预测 

MultiPLIER[32] 2019 年 
疾 病 相 关 的

人 类 基 因 表

达数据 

罕 见 病 相 关 的 人

类基因表达数据 

与罕见病相关的

人类基因表达数

据，注重相关基因

的特征模式 

相关基因的特征

表达模式，检测

未表征的疾病状

态 

无监督学

习 
约束矩阵分解突出显示潜在变量，

并将其输入投影到潜在空间 

TransComp-R[9] 2020 年 
人 类 基 因 表

达 和 人 类 药

物反应数据 

与药 物 反 应 相 关

的小鼠蛋白质数据

发现与反应表型

相关的人类基因

输入 

寻找与人类药物

反应相关的小鼠

蛋白（和相应的

途径富集） 

无监督学

习 
基于 PCA 的回归任务 

Geneformer[33] 2023 年 

含 3 000 万个

人 类 单 细 胞

转 录 组 数 据

（ Genecorpus- 
30M） 

与 下 游 任 务 相 关

的数据（与染色质

和 网 络 动 态 相 关

的任务，如基因调

控 网 络 分 析 和 疾

病建模） 

学习基因之间的

相互作用和关系

关键网络调节因

子和候选治疗靶

点的发现 

完全自监

督 学 习

（无监督

学习） 

将每个细胞的转录组进行单元编

码，在预训练中，仅使用一部分基

因训练模型，并对其余未隐藏的基

因进行预测；预训练后，用下游任

务进行微调 

Imbalanced Breast 
Cancer[34] 

2023 年 

不 平 衡 的

IDC 数据集

（ 组 织 病 理

学图像） 

不平衡的 BreakHis
数据集（二分类任

务）、平衡的 BACH
数据集（多分类任

务） 

对乳腺癌的组织

病理学图像进行

分类，以区分是否

为恶性和良性 

改进对乳腺癌的

二分类和多分类

传导型迁

移学习 

使用预训练的模型（ResNet50、

InceptionV4 和 MobileNetV2）进行

微调，并使用轻量级的集成 CNN
方法输出分类结果，最后使用多层

感知器算法对输出进行最终的分

类任务 

Infected Patients[25] 
2022 年 

 

成 年 患 者 入

院前 24 小时
的数据（含患
者 人 口 统 计

数据、生命体
征数据、实验
室数据）——
“金标准”数
据（有标签） 

成 年 患 者 入 院 前
24 小时的数据（含
患 者 人 口 统 计 数

据 、 生 命 体 征 数
据、实验室数据）
——“银标准”数

据（无标签） 

确定患者感染状
态 

预测和识别患者

的感染状态 

传导型迁

移 学 习

（半监督

学习） 

利用一部分已有标记的“金标准”

数据构建模型，并在未标记的“银

标准”数据上预测，选择高于/低于

阈值的数据，并将其添加到下一次

迭代的训练集中，直至迭代结束 

XGSEA[35] 2021 年 

GO 基 因 集

和富集分数，

如 来 自 小 鼠

或 斑 马 鱼 的

数据 

GO 基因集和富集

分数，如来自人类

的数据 

用于计算富集分

数的源物种的基

因表达数据 

预测与目标物种

显 著 相 关 的 基

因集 

传导型迁

移学习 
域适应，预测显著相关的基因集 
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续表 

研究名称 
（缩写） 

发表 

年份 
源域 目标域 输入预测任务 目标预测任务 

迁移学习

类别 
方法 

scDEL[36] 2022 年 
大量

RNA-seq 
数据 

单细胞 RNA 测序

数据 

在批量 RNA 测序

数据中建立基因

表达与药物反应

的关系 

预测单细胞的药

物反应 
传导型迁

移学习 

领域自适应，首先用批量基因表达

数据训练神经网络模型（DaNN），

学习药物反应模式和基因表达模

式来预测药物反应，预训练好后，

将模型应用于单细胞 RNA 测序

数据 

SMRP[37] 2021 年 
大型分子语

料库 
小型分子保留时

间数据集 
捕获大型分子数

据库的相关特征 
预测小分子保留

时间 
传导型迁

移学习 

用基于文本的分子表示（SMILES）

进行迁移学习。使用大型分子语料

库进行自监督预训练，以捕获相关

特征，通过在特定任务的数据集上

进行微调，使预训练的模型适应目

标域的小分子保留时间预测任务 

Drug-target 
Interaction[51] 

2023 年 

由 6 个蛋白

质家族（激

酶、G 蛋白偶

联受体、离子

通道、核受

体、蛋白酶和

转运体）组成

的数据集 

包含有限训练数

据中研究较少的

目标蛋白质家族

预测目标蛋白质

家族中的相互作

用 

预测药物候选化

合物与目标蛋白

质之间的相互作

用 

传导型迁

移学习 

使用源域数据训练一个深度神经

网络分类器，接着将该预训练的深

度神经网络分类器作为初始配置，

通过在目标域上重新训练/微调的

方式，使用小规模的目标数据集来

调整网络参数，使其适应目标蛋白

质家族的预测任务 

Monkeypox Skin 
Lesion 

Detection[39] 
2023 年 

其他任务已

训练好的 5
个深度学习

模型 

猴痘图像数据集

使用深度学习与

分类模型检测和

识别猴痘病情 

医学图像分类任

务实现疾病诊断

传导型迁

移学习 

使用 5 个常见的预训练深度学习模

型（VGG19、VGG16、ResNet50、

MobileNetV2 和 EfficientNetB3）作

为起点，将这些模型应用于目标域

的医学图像分类任务，并通过比较

准确率来选择最佳模型 

Gastric Cancer 
Morbidity[39] 

2020 年 

中国中部某

些地区的环

境污染指标

和胃肠感染

发病率 

同一地区不同疾

病的发病率、不同

地区相同疾病的

发病率、不同地

区 不同疾病的发

病率 

基于环境污染指

标和胃肠感染发

病率建立预测模型 

预测目标地区不

同疾病的发病率

传导型迁

移学习 

开发组合的单变量回归和多元高

斯模型，建立目标疾病（胃病）与

源疾病（胃肠感染）的发病率之间

的关系，同时考虑当前源域地区的

高级污染特征 

Protein 
Representation[38] 

2022 年 

蛋白质的学

习表示（蛋 
白质的不同

信息）和已知

蛋白质功能

注释 

未知功能的蛋白

质 

整合蛋白质的不

同信息（如序列、

域等），生成蛋白

质序列嵌入 

在嵌入空间进行

蛋白质序列相似

性确定、蛋白质

结构域推断和基

于本体的蛋白质

功能预测 

传导型迁

移学习 

在源域上学习蛋白质表示并对不

同的信息进行整合，生成蛋白质序

列的嵌入，利用这些嵌入构建模型

并将其应用于目标域任务的预测 

ATL[40] 2021 年 
3 个不同的

糖尿病患者

数据集 

与源域数据相同

（提取其特征）

从不同数据源中

获取数据 

对糖尿病患者的

血糖进行预测

（回归） 

归纳型迁

移学习 

使用具有 3 个模块的对抗性迁移学

习模型，包括特征提取器、预测器、

领域识别器 

AITL[15] 2020 年 

体外（细胞

系）基因表达

及定量（IC50）

结果数据 

体内（患者）基因

表达和定性结果

（是/否）数据 

从源域和目标域

中提取特征 
预测 TCGA 患者

的药物反应 
归纳型迁

移学习 
基于回归（源任务）和分类（目标

任务）的多任务子网络 

1  AML 的全称为 Acute Myelocytic Leukemia，即急性骨髓系白血病。 
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图 1  3 种应用场景下 4 个应用实例的迁移学习方法 
Fig.1  The workflow of transfer learning method for four instances under three application scenarios 

 
2.1  传导型迁移学习 

在该应用场景中，源域和目标域不同但相关，两

域的任务相似或相同，源域中通常有大量可用的标记

数据，目标域不需要任何标记样本，它们通常属于半

监督迁移学习或监督迁移学习。该类场景的任务通常

是通过微调模型［见图 1（a）］和半监督自学习模型

［见图 1（b）］来实现两域实例之间的迁移的。下面

用两个应用实例来分别介绍这两个经典模型。 
2.1.1  微调模型 

Hanczar 等[41]使用两个大型基因表达数据集，测

试了从泛癌症到特定癌症、从特定癌症到另一个特定

癌症、细胞系数据和患者数据之间的监督迁移学习。

第一个数据集来自一项泛癌研究，汇编了约 40 000 个

公开可用的基因表达谱；第二个数据集来自 TCGA 数

据库，作者使用了包含至少 350 个真实癌症患者样本

的 RNA-seq 数据集。尽管细胞系数据和患者数据的分

布不同，但组织的生物学和基因表达模式应该相似。

因此，作者假设细胞系模型和患者模型之间的信息传

递是可能的，基因相互作用和表达特征应该在细胞系

数据和患者数据之间相关。接下来作者检验了这个假

设：将细胞系数据作为源域，患者数据作为目标域；

源域和目标域的分类任务是相同的，即预测癌症的存

在。首先，使用所有细胞系数据作为训练集训练基线

模型。然后，将模型的前 F 层冻结（F∈{0, 1, …, 4}），

冻结是指固定这些层的权重。最后，用 n 个来自目标

域的子集对模型进行第二次训练（n∈[25, 5000]），这

一过程称为微调（Fine-Tuning）。在微调过程中，未冻

结的层不会重新初始化，而是保留第一次训练的参数

权重，取 F 和 n 的不同值进行 10 次预训练，与基线模

型进行对比。同样的实验将源域和目标域调换，以患

者数据作为源域，细胞系数据作为目标域，用于测试

从患者模型到细胞系模型的迁移。以上实验结果显

示，当没有冻结层时，模型获得最佳性能，称之为

预训练迁移学习的特殊情况；冻结的层数多，迁移

学习会降低而不是提高模型的性能，出现这种情况

可能是因为预训练的层与目标数据不相关而导致在
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微调过程中难以矫正模型的权重；当数据集样本量较

少时，迁移学习表现出的性能更好，该现象值得我们

认真思考。从患者到细胞系的迁移比从细胞系到患者的

迁移更有效。 
作者还做了其他实验，如从泛癌症到特定癌症的

迁移或从特定癌症到另一种特定癌症的迁移，结果显

示，最有效的迁移是细胞系数据和患者数据之间的迁

移。即使细胞系分布和患者数据不同，癌症存在的特

征也是相关的。预训练模型需要根据目标数据的分布

情况进行微调。在细胞系数据和患者数据双向迁移的

两种情况中，从患者到细胞系的迁移比从细胞系到患

者的迁移更有效，可能是因为患者数据比细胞系数据

更复杂和多样化，经细胞系训练的神经网络无法捕获

所有相关的表达模式。然而，由于细胞系数据的产生

比患者数据容易得多，对于给定的疾病，我们可以产

生大量的细胞系数据来构建模型，并在较小的患者数

据集上进行微调，以获得该疾病的预测模型。 
2.1.2  半监督自学习模型 

Bashiri 等[25]对来自 3 个卫生系统的 6 家医院的

成年住院患者进行了回顾性队列研究，使用入院前 24
小时的患者人口统计数据、生命体征数据和实验室数

据对感染患者进行识别与判断。作者将所有的数据划

分为“金标准”和“银标准”。“金标准”是指入院时

存在感染或没有感染，入院后 24 小时内经过手动图表

审查定义为感染的数据集或无感染的数据集，即这部

分数据具有标签；“银标准”是指未通过手动图表审

查的数据，即未标记的数据。当同时拥有大量未标记

的数据和有标记的数据时，利用自学习半监督方法进

行迁移学习。随机选择 80%的“金标准”初始训练数

据用于拟合 XGBoost 模型。该模型在未标记的“银标

准”数据集上进行预测。将预测概率高于或低于阈值

的“银标准”样本（>90%；<10%）重新标记为感染

或未感染，并将其添加到初始训练集中以进入下一个

训练周期，没有使用阈值之间的样本。在每次迭代中，

用剩余的 20%未使用的“金标准”训练数据集作为模

型进行评估。若半监督自学习模型的评估结果达到平

台期或持续超过 1 000 轮，则停止。 
总体而言，该迁移学习方法改进了校准结果，并

且可以提高模型的泛化能力。该模型仅适用于分类任

务，不适用于回归任务，如预测年龄或其他数值。 

2.2  归纳型迁移学习 
在归纳型迁移学习中，源域和目标域相同或相似，

两域的任务不同但相关，两域的数据都至少具有一部

分标签。该类场景的任务通常通过特征转移或提取共

享因子来处理，学习与多个任务相关的特征，从而有

效地增加样本量和/或正则化分类器［见图 1（c）］。 
医疗领域的数据可能有多个可用的来源，但每个

来源的数据样本量都较少。因此，我们可以在多家医

院或电子健康记录之间，在具有不同实验设置的数据

集之间，甚至在个性化药物治疗的患者之间进行迁移

学习，这些数据在每个资源集中可能数量匮乏，但是

组合多个来源的数据提取知识既可以提高模型的泛化

能力，又可以避免单个来源数据的稀疏性。针对该问

题，De Bois 等[40]使用了一个新的学习方法——对抗

性迁移学习（Adversarial Transfer Learning，ATL）。

该学习方法的核心思想是：在原有的特征提取器模块

和预测器模块的基础上，增加了一个名为领域分类器

的新模块，该模块根据输入输出数据的特征推断出数

据的来源。首先，特征提取器计算数据的特征表示，

这些特征表示同时被输入输出预测器和领域分类器，

并分别用于预测输出结果和数据来源的领域。接着，

输出预测器和领域分类器都通过反向传播各自的损失

进行传统训练，输出预测器的损失取决于模型要解决

的问题（回归问题或分类问题），领域分类器的损失

则使用多类交叉熵（每个类别代表一个数据源领域）

来计算。当特征提取器接收到领域分类器的损失时，

通过梯度反转层将其损失取反（乘以-1）。因此，特

征提取器既学习到了对输出预测有用的特征表示，也

学习到了对数据来源领域无差别的特征表示，从而促

进了更通用的特征表示学习。 
该研究使用了 3 个显著不同的数据集：IDIAB 数

据集（I）、Ohio 数据集（O）和 T1DMS 数据集（T），

它们分别包含 6 名二型糖尿病患者（I）、6 名一型糖

尿病患者（O）和 10 名计算机模拟的（in-silico）一型

糖尿病患者（T）。在该研究中，作者只使用葡萄糖、

胰岛素和碳水化合物的数据来预测糖尿病患者的葡萄

糖结果。在对抗性迁移学习模型中，采用的基础架构

是 FCN 模型，特征提取器模块由 3 层组成（大小为 3
的 1 维卷积层→ReLU 激活函数→批量归一化→ 
Dropout 输出），分别有 64、128 和 64 个通道。预测
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器模块由单个具有 2 048 个通道和大小为 30 的卷积层

组成（使其行为类似全连接层）。在此基础上另外增

加的领域分类器由单个具有 2 048 个通道和大小为 30
的卷积层组成（与预测器模块相同）。它通过使用 Adam
优化器来最小化加权的多类交叉熵损失函数，其中，

权重由 =10-0.75 确定。 
作者使用 3 种基线模型（SVR、FCN#1、FCN#2）

和对抗性迁移学习模型，并分别用 4 种类型的数据对

比 4 种模型的结果。这 4 种类型的数据分别是：组内

（I→I，O→O，源域数据和目标域数据来自同一个数据

集）、组间（O→I，I→O，源域数据和目标域数据来

自不同数据集）、合成（T→I，T→O，源域数据是虚

拟合成的数据）及任意组合（IO→I，IO→O，这些单

数据集场景的任何组合）。结果显示，对抗性迁移学

习模型的性能是可变的，主要取决于来自源域和目标

域的患者。当使用组内数据集（IO→ I、IOT→ I、O→ 
O、IO→ O、IOT→ O）时，迁移学习模型表现出比基

准模型更高的性能。与传统的迁移学习相比，对抗性

迁移学习的改进之处在于它能够更好地处理来自不同

源域的数据，通过引入对抗训练机制，促使模型学习

到的特征表示在不同数据源之间有更好的通用性。 
2.3  无监督迁移学习 

在无监督迁移学习中，源域和目标域都不同，且

都是无标签数据，两域的任务也不同。该场景的迁移学

习常利用大量未标记的源数据来学习数据的新表示。 
Dincer 等[31]提出了 DeepProfile 框架，该框架从数

千个公开可用的基因表达样本中学习变分自动编码器

（Variational Autoencoder，VAE）网络，使用该网络对

低维表示（Low-Dimensional Representation，LDR）进

行编码以预测复杂的疾病表型［见图 1（d）］。其中，

采用 VAE 来学习基因表达的网络表示，VAE 是标准

自动编码器的扩展，是一种无监督的深度神经网络

（Deep Neural Network，DNN），它使用变分推理来推

断潜在嵌入的后验分布。VAE 的目标是最小化输入数

据和嵌入重建数据之间的误差，假设后验分布服从正

态分布。VAE 模型由编码器和解码器组成，编码器将

输入数据映射到潜在空间中的 LDR，解码器接收编码

器生成的潜在空间 LDR，并将其映射回原始数据空间

（基因表达空间）。作者使用 DeepProfile 从大量未标

记（缺乏表型信息）的表达样本中提取特征表示，用

来预测 AML 患者对 160 种化疗药物的体外反应。

DeepProfile 的流程大致如下。 
（1）数据收集和预处理：从公共 GEO 数据库中

收集来自 6 534 个 AML 患者样本的 13 237 个基因。 
（2）选择具有较高变异性的基因及聚类：去除中

位数绝对偏差低于平均绝对偏差的基因，最后选择

5 393 个基因，并将它们分为 300 个聚类，以便将具有

相似表达模式的基因分组在一起从而降低特征空间的

噪声和维数。 
（3）VAE 网络训练和无监督迁移学习的特征表

示：使用学习的 300 个聚类的质心来训练一个 VAE 网

络，VAE 网络通过最小化潜在空间的分布与先验分布

之间的差异学习数据的特征表示。这使得 VAE 网络能

够从未标记的表达样本中提取有意义的特征表示，即

LDR。 
（4）LDR 编码：使用 VAE 学习到的网络将 30 个

新的 AML 患者样本的基因表达数据编码为 8 维 LDR，

这些样本具有对 160 种化疗药物的体外反应的标签。 
（5）表型预测：在 L1 正则化线性回归中使用编码

的 LDR，针对这些患者，对每种药物的预测性能进行

预测和评估。作者使用交叉验证测试计算预测误差，

在训练样本上执行额外的交叉验证以选择正则化参

数 。 
作者在随后的对比实验中发现，DeepProfile 相对

于原始特征（表达水平）及两种常用的降维方法（PCA
和 K-means 聚类）学习的 LDR，具有以下优势：能更

好地预测复杂的表型；能更好地捕捉已知功能基因组；

学习的 LDR 能够更准确地重构输入的表达数据。此

外，作者还通过 DeepProfile 应用于卵巢癌患者的肿瘤

浸润模式和乳腺癌患者的疾病亚型预测等展示了

DeepProfile 的泛化能力，表明该框架适用于具有大量

公开样本和不同癌症表型的癌症。 
Theodoris 等[33]介绍了一种名为 Geneformer 的基

于注意力机制的上下文感知深度学习模型。该模型属

于完全自监督模型，可以在完全没有标签的数据上完

成。它通过在大规模单细胞转录组数据上进行预训练，

可以在数据有限的情况下进行上下文特定的预测。

Geneformer 的具体流程如下。 
（1）数据收集：作者使用了一个大规模的转录组

数据集，名为 Genecorpus-30M，其中包含约 3 000 万
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个人类单细胞转录组数据。 
（2）数据预处理：每个单细胞中的基因按其在该

细胞中的表达量排列，以等级的形式作为模型输入。 
（3）预训练：每个单细胞的转录组的等级值编码

经 6 个转换编码器进行单元编码，每个单元由一个自

我注意层和前馈神经网络层组成。在预训练过程中，

每个转录组中 15%的基因被隐藏，使用其余未被隐藏

的基因训练模型，并预测在特定细胞状态下每个被隐

藏的位置应该是哪个基因。这样的预训练目标使模型

能够学习基因之间的相互作用和关系。 
（4）微调：预训练完成后，Geneformer 模型被微

调用于各种下游任务，特别是与染色质和网络动态相

关的任务，如基因调控网络分析和疾病建模。该研究

成功展示了迁移学习在网络生物学中的应用潜力，通

过将先前学到的知识迁移到新的任务中，可以加速关

键网络调节因子和候选治疗靶点的发现，为疾病研究

和治疗提供有价值的洞察。相较于使用单个数据集构

建的模型，该方法在预训练期间使用了大规模的训练

数据，使模型对于输入数据的微小扰动表现出了很好

的鲁棒性。  
以上介绍的实例都是根据基因表达或转录组相关

的数据构建的模型，接下来介绍一种医学图像分割模

型 Segment Anything Model（SAM）[42]。SAM 是一种

基于深度学习的基础模型，使用了超过 10 亿个注释数

据进行训练，主要针对自然图像。SAM 的构建是随着

具有相应对象掩码的图像数据集（称为 SA-1B）的开

发而逐步训练的。该数据集的开发分为 3 个阶段。首

先，人工注释员通过点击对象并手动优化 SAM 生成的

掩码，对一组图像进行注释，此处的 SAM 是在公共数

据集上训练的。然后，注释员对 SAM 不确定生成的掩

码进行分割，以增加对象的多样性。最后，掩码通过

提示 SAM 使用分布在图像网格中的一组点来自动生

成最终的掩码。SAM 有 3 种主要应用场景如下。 
（1）半自动标注。SAM 可以作为快速标注工具，

通过用户提供提示并生成掩码，然后由用户进行批准

或修改，反复迭代改进。 
（2）辅助其他分割模型。SAM 可以与其他算法一

起使用，自动分割图像。 
（3）新的医学图像基础分割模型。SAM 可以对来

自各医学成像领域的医学图像和蒙版进行模型微调，

而不用从头开始训练模型。 
3  讨论 

在传导型迁移学习中，模型的迁移是在源域和目

标域之间的相同实例上进行的，即将源域和目标域中

的实例视为同一数据集，并通过在这些实例上的学习

进行迁移，这种方法通常适用于源域和目标域之间具

有相似分布的情况。在归纳型迁移学习中，模型的迁

移通过在源域上学习经验和知识并应用于目标域的学

习任务，进一步提高模型的性能和泛化能力。在无监

督迁移学习中，模型通过学习源域和目标域数据中的

共享架构、模式或特征表示进行迁移，其目的是通过

发现和利用源域与目标域之间的潜在关系及相似性来

提高目标域上的学习性能。总体来说，传导型迁移学

习注重在实例级别上的迁移，归纳型迁移学习则注重

在模型级别上的迁移。当源域和目标域都没有标签信

息时，可以选择无监督迁移学习。 
生物医学研究的最终目的是推动人类复杂生物系

统的研究，治疗人类的疾病。由于生物医学领域的数

据往往价格非常昂贵、稀缺且难以获取，在人体中可

以进行的实验受到了太多限制。因此，迁移学习在生

物医学领域快速发展，并且展示出巨大的潜力，发展

趋势大概可以总结为以下 3 种。 
（1）多领域迁移学习：生物医学领域涉及多个子

领域，如基因组学[41,43]、代谢组学、蛋白质组学[24,44,45]、

药物发现[46-48]等。迁移学习可以将不同领域的数据和

知识结合起来，进行多领域迁移学习，以提高模型的

泛化能力和解释性。 
（2）跨物种迁移学习：模式动物通常具有较短的

生存周期，那些在人类身上无法做的实验，可以在受

控条件下，在模式动物身上进行。动物模型和人类数

据之间存在一定的差异，但跨物种迁移学习可以帮助

人们将动物实验结果迁移到人类疾病研究中，提供更

多研究的可能性并提升研究效率[12,49]。 
（3）多模态数据融合：生物医学研究涉及多种数

据类型，如基因表达数据、医学影像数据、临床电子

病历数据等。将多模态数据进行融合，并应用迁移学

习来挖掘数据之间的关联，将有助于更全面、更高效

地理解疾病机制，提高诊断准确性[50,51]。  
尽管迁移学习在生物医学领域已经取得了一些进

展，但仍存在许多挑战。未来，研究者可以加强数据
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的共享和合作，充分利用多样化的数据资源。迁移学

习涉及的模型大多是基于深度学习的“黑盒”模型，

但是在精准医疗中，模型的决策过程和结果将直接影

响个体的医疗决策，为了给患者提供更精确的诊断和

治疗方案，我们需要注重模型的可解释性。 
总的来说，面对生物医学数据的复杂性和多样性，

研究人员可以深入探索迁移学习、机器学习、深度学

习和强化学习等领域的知识，以应用这些模型来应对

生物医学领域的数据稀缺性和标注困难等挑战。 
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